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机器学习势在材料物性的研究综述
李津龙，王    豪，耿华运

（中国工程物理研究院流体物理研究所,  四川 绵阳　621999）

摘要：随着人工智能技术与计算硬件的迅速发展，人工智能技术已逐渐成为推动多个科学

研究领域变革的革命性工具。在材料科学领域，机器学习方法在材料高通量设计与性能预测方

面均发挥着重要作用。近十余年来，基于机器学习构建材料原子间相互作用势的方法已被广泛

应用于材料物性研究中，为新型材料的理论设计及微观机制的深入揭示提供了重要支撑。系统

梳理了机器学习势的发展历程，介绍其基本流程，概述主流机器学习势的原理及其在材料物性

研究中的应用场景，简要评述新兴通用势模型的进展，总结当前面临的挑战及未来发展方向。
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中图分类号：O521.2                      文献标志码：A

材料原子尺度模拟中，基于密度泛函理论的第一性原理计算分子动力学（first principles molecular
dynamics，FPMD）和经典分子动力学（molecular dynamics，MD）模拟是研究材料物性和分析微观机制的
常用手段。FPMD[1] 是在 Born-Oppenheimer 绝热近似条件下将原子核-电子体系分为电子结构和 MD 两
部分，通过密度泛函理论（density functional theory，DFT）方法获得当前轨迹的电子结构作用于原子核上
的力，然后运用经典力学的牛顿方程求解运动轨迹，从而获得体系构型随时间的演化轨迹。FPMD 相
比经典力场具有更高的精度，能获得对材料更精确的描述，如材料高压熔化曲线、高温弹性性质等。但
是，FPMD 的高精度也付出了相应的代价：目前，DFT 的时间复杂度为 O(N3)，随着计算体系的增大，计
算时间成本大幅增加，现有计算资源难以满足大规模原子体系计算的需求；此外，在时间尺度上，材料
动态相变物理过程可能需要纳秒尺度才能完成，这对于第一性原理计算也是一个巨大的挑战。因此，
目前 FPMD 一般用于小体系的计算模拟，难以实现更大尺度的模拟研究。

经典分子动力学通过合适的经典力场来描述原子之间的相互作用，并基于牛顿力学求解原子的运
动轨迹 [2]。经典分子动力学的时间复杂度为 O(N)，适合进行大尺度长时间的计算模拟，已被成功应用
于材料多种物理性质的模拟，如冲击塑性、冲击相变等。经典分子动力学的精确性依赖于经典势函数
的选取，能精确描述简单体系（Al、Cu 等）材料[3]。但是，对于存在 d 电子和 f 电子强关联性体系的过渡
金属和锕系金属，构建可精确描述其极端物性的经典势函数的难度较大，目前对这类金属的高压物理
性质研究还存在挑战。

提升分子动力学精度的核心在于如何精确描述原子位置与势能的映射关系，即建立精确的势能
面，这是正确描述原子间相互作用的基础。经典分子动力学采用基于一定物理经验的解析势函数形
式，根据实验数据或 DFT 计算数据拟合材料势能面，因参数较为有限，面对复杂的势能面时，精确拟合
较为困难。FPMD 虽然能够基于量子力学精确构建势能面，但过高的计算成本限制了其在大尺度体系
的应用。因此，如何在计算精度与计算效率之间取得有效平衡，一直是材料原子尺度模拟领域面临的
核心挑战。

*   收稿日期： 2025-08-26；修回日期：2025-10-11
     基金项目： 国家自然科学基金（12404287）；中国工程物理研究院院长基金（YZJJZL2024006）
     第一作者： 李津龙（1997－），男，博士研究生，主要从事高压材料科学研究. E-mail：lijinlong@gscaep.ac.cn

     通信作者： 王　豪（1995－），男，博士，助理研究员，主要从事材料高压物性研究. E-mail：wh_95@qq.com

     　　　　 耿华运（1976－），男，博士，研究员，主要从事凝聚态物理研究. E-mail：s102genghy@caep.cn

第 40 卷    第 1 期 高      压      物      理      学      报 Vol. 40, No. 1
2026 年 1 月 CHINESE  JOURNAL  OF  HIGH  PRESSURE  PHYSICS Jan. , 2026

010102-1

mailto:lijinlong@gscaep.ac.cn
mailto:wh_95@qq.com
mailto:s102genghy@caep.cn


机器学习方法的引入为该问题带来了全新的解决方案 [4–6]。基于第一性原理的计算数据，通过相
应的机器学习方法在不依赖相关物理经验模型的基础上，实现高维构型空间到低维势能面的精确映
射，即机器学习势（machine learning potential，MLP）。机器学习势方法与经典势方法不同，没有固定的基
于物理假设的解析形式，其核心思想在于将原子的局域环境转为高维描述符（descriptor），并通过数据
驱动的数学拟合建立描述符与能量之间的映射关系，实现对材料物性的精准预测。

自 2007 年神经网络势概念[7] 正式提出以来，机器学习势的发展速度逐渐加快。目前，机器学习势
已被成功应用于单质金属、合金、半导体等体材料乃至二维材料等诸多材料中 [4–6]，正逐步成为材料模
拟领域的重要研究工具。机器学习势函数有效解决了 FPMD 计算成本高和经验力场精度低的问题，使
得材料在极端条件下的大尺度高精度模拟成为可能，对推动材料研究由微观机制到宏观性能的多尺度
研究具有重要意义。本文将阐述机器学习势构建的基本流程和代表性的机器学习势原理，简要回顾机
器学习势在材料相图、力学性质、热输运性质上的研究进展，讨论近年来通用势大模型的发展，总结机
器学习势在当下面临的挑战，并对未来进行展望。

 1    机器学习势基本流程

机器学习势是基于机器学习算法从量子力学计算数据中学习原子间相互作用势的方法，在保持物
理约束的情况下，兼顾计算效率与量子力学精度。如图 1 所示，机器学习势一般分为数据集生成、描述
符构建和机器学习回归模型训练 3 个流程[4]：首先，通过第一性原理计算生成含有不同原子环境特征的
数据集；随后，通过相应函数形式（通常称作原子描述符）将原子近邻环境编码为机器学习模型可读取
的原子特征向量；最后，通过相应的机器学习模型（线性回归、核回归、全连接神经网络）将原子特征向
量映射到原子能量。

 1.1    数据集构建

在机器学习训练中，模型的性能不仅取决于其描述符函数形式的设计，也高度依赖训练数据的质
量。训练数据集对机器学习势的可靠性与适用范围具有决定性影响。目前，机器学习势的数据集构建
主要有 2 种方式：一种是机器学习中常见的“被动学习”方法，即事先通过大量 DFT 计算生成完整的数
据集，再进行模型训练；另一种则是基于主动学习策略动态构建数据集。
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图 1    机器学习势构建流程示意图[4, 8]

Fig. 1    Flowchart of the construction process for machine learning potential[4, 8]
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传统数据集构建方法需在前期通过大量 DFT 计算获取数据，因此，需要耗费大量计算资源，其总
体成本甚至接近常规 DFT 模拟。此外，该方法还容易导致数据集冗余。例如，针对某晶体结构，使用
FPMD 运行 30 000 步生成 30 000 个构型，考虑到训练效率，需要对 30 000 个构型进行筛选。最简单的
筛选策略是隔几步取样以降低重复构型的出现，但无法避免结构重复的问题，且可能丢失具有代表性
的构型。同时，基于该策略获得的训练集通常十分庞大，进一步降低了机器学习训练过程的效率。

因此，为降低 DFT 计算成本，同时保证数据集的完备性，研究者基于机器学习中的生成训练思想
提出了一种迭代式的训练策略，其基本思路如下：

(1) 使用少量 DFT 计算得到的数据作为初始训练集，训练一个初步的原子间势函数；
(2) 基于该初始势函数进行 MD 模拟，并从轨迹中采样构型；
(3) 对每个采样构型，利用当前势函数的预测不确定性或误差估计进行评估，若预测不可靠，即不

满足判定条件，则将其加入候选集并停止当前 MD 轨迹，若满足判定条件，则继续 MD 模拟；
(4) 对预训练集的结构进行高精度 DFT 计算，获取能量、力、应力信息；
(5) 将新获得的 DFT 数据加入训练集，并重新训练更新势函数。
上述过程循环执行，直至达到预定的迭代次数，或在连续多步 MD 模拟中未发现需要补充的新结

构为止。不同机器学习势程序的主动学习训练的具体实现流程因其判定方法不同而略有不同，本文以
矩张量势（moment tensor potential，MTP） [9] 和深度势能（deep potential，DP） [10] 的主动训练流程为例进行
简短介绍（图 1），其他部分建立主动训练流程机器学习势的细节见文献 [11–12]。

MTP 的主动学习依赖于对给定原子构型的外推度量 γ。γ 也被称为外推等级，提供了一个给定配
置的 MTP 预测量的不确定性度量。γ 的数学细节和详细解释见文献 [13]。从材料结构数据集中构建
主动学习训练集主要借助 Maxvol 算法完成，该算法用于在高维矩阵中寻找最大体积的子矩阵 [14]。
MTP 主动学习的目标是保证训练集实现典型配置最大化采样，从而确保没有配置被遗漏。

一旦外推等级确立（如图 2(b) 所示），训练集的扩充将遵循如下规则：
(1) 当 γ≤1 时，配置由内插生成，不需要额外处理；
(2) 当 1<γ≤γselect 时，通过外推生成的配置是精确可靠的；
(3) 当 γselect<γ≤γbreak 时，预测误差可能显著提高，但是，模拟仍然可靠且不需要终止；
(4) 当 γ>γbreak 时，外推配置是“危险的”，可能产生非物理结构。

其中，γselect 表示精确外推的最大度量，γbreak 表示合理外推结构的最大度量。在实际运算过程中，外推等
级的判断和基于 MTP 的 MD 模拟是同步进行的，当 γ>γbreak 时，须立即停止 MD 模拟，重新进行 MTP 训练。
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图 2    主动学习示意图 [9–10, 15]

Fig. 2    Schematic diagram of termination criteria for active learning extrapolation[9–10, 15]
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DP 势开发团队则提出了一种名为 DP-GEN[10] 的主动训练框架。DP-GEN 采用并发学习（concurrent
learning）策略，通过“探索-标注-训练”的闭环迭代方式，解决传统模拟中配置空间采样不足和数据集冗
余的问题。其核心思想是动态识别模型预测不确定性高的区域，并仅对这些关键结构进行高精度计
算，从而在保证数据质量的情况下降低计算成本。在探索阶段，DP 利用 4 个在相同训练集上训练但初
始参数随机化的模型，并行开展 MD 模拟，所有模拟均覆盖相同的热力学条件，即恒定的温度与压力。
此外，计算 4 个模型间偏差（εt）作为衡量预测不确定性的指标 

" �W= maxi

p
hkF�Z;i(R�W) � h F�Z;i(R�W)ik2i ������

h�i R�W F�Z;i(R�W)

� �O�R � �K�L

式中： 为模型预测的系综平均值， 为原子 i 的局域环境矩阵， 为通过模型 Ew 预测的原子 i 所
受的作用力。如图 2(c) 所示，模型偏差能有效区分训练数据内外分布，指导智能采样。当确定筛选阈
值 和 后，其结构的筛选执行类似 MTP 的规则：

" �W< � �O�R（1）当 时，结构预测精确，无需标注；
� �O�R6 " �W< � �K�L（2）当 时，表示生成的结构可能需要进行 DFT 计算，进入候选数据集；
" �W> � �K�L（3）当 时，结构可能是非物理结构。

需要注意的是，DP 的主动训练中，使用的是动态损失函数，在初始阶段，应设置较高的力权重，以
优化势函数的力预测能力，后期可升高能量和应力的权重以平衡模型的预测精度。

 1.2    描述符构建

在机器学习势的训练过程中，原子描述符（atomic descriptor）[16] 是核心组成部分之一。描述符的核
心作用在于将原子所处的局部环境信息编码为数学向量或张量，作为机器学习模型（如神经网络）的输
入特征，使其能够有效学习原子间相互作用的潜在规律。其设计质量直接决定了模型的预测精度、泛
化能力和计算效率。一个理想的描述符需满足多项关键要求：首先，必须具备物理不变性，即对平移、
旋转和原子置换保持不变，确保模型输出不依赖坐标系的选择或原子的排列顺序；其次，应具有可微
性，以支持梯度计算，便于通过反向传播算法优化模型参数；此外，还需具备足够的表达能力，能够有效
捕捉原子间的复杂多体相互作用，例如键角、键长以及电子密度分布等关键物理特征。

传统描述符构建一般分为全局描述符和局域描述符。全局描述符通过考虑整个原子体系的结构
信息（如所有原子之间的距离、角度等），生成一个对平移、旋转和置换不变的向量或张量，适用于小分
子体系的高精度模拟，但计算复杂度通常较高，普适性较低。如图 1 所示，局域描述符以单个原子为中
心，仅考虑其周围局部环境（如邻近原子的距离、角度等），生成每个原子的局部特征向量。局域描述符
具有线性可扩展性，适合大规模体系的建模，也是目前机器学习势常用的描述符方法。常见的局域描
述符有原子中心对称函数（atom-centered symmetry function，ACSF） [17]、原子位置的平滑重叠（smooth
overlap of atomic position，SOAP）描述符[16]、矩张量形式描述符[13] 等，其通过截断半径、基函数等参数显
式定义原子环境的特征，但灵活性受限于人为经验。

与传统需要人工构建的局域描述符不同，近年来兴起的端到端方法能够直接利用神经网络动态生
成特征，无需进行显式的描述符设计。如图 1 所示，图神经网络（graph neural networks，GNN）将原子结
构表示为几何图结构，在满足相关物理约束的前提下，通过迭代的消息传递机制隐式地学习并构建原
子环境的特征表示，从而捕捉原子间的相互作用。这类方法自动化程度高，对不同化学体系的适应性
强，并能灵活地融入电荷等额外的物理信息以增强学习能力。关于机器学习势所采用的几种代表性描
述符，将在第 2 章中详述。

 1.3    机器学习回归模型训练

在将原子构型通过描述符模块转化为特征向量后，即可采用多种机器学习方法来训练机器学习势
模型。常用的训练方法包括线性回归、高斯过程回归、神经网络等。在机器学习训练过程中，为了量
化模型的预测值与真实值（通常来自第一性原理计算）之间的差异，需定义一个损失函数 L。损失函数
的值越小，表明模型的预测精度越高，对训练数据的拟合效果越好。机器学习训练的目标是，通过优化
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算法（如梯度下降法）寻找一组最优模型参数，使得该损失函数被最小化。对于 MLP 训练，其损失函数
定义[9] 如下 

L =
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式中：cfg 为结构，k 为训练集中第 k 个结构（结构总数为 K），Nk 为第 k 个结构中的原子数量，E、F 和 σ 分
别为能量、力和维里应力，wE、wF 和 wσ 为描述能量、力和应力在优化求解过程中重要性的非零权重，
θ 为所需要寻找的使损失函数最小的参数，上标 MLP 和 QM 分别表示机器学习势方法和量子力学。需
要说明的是，部分机器学习势模型训练并未考虑维里应力的最小化。这或许是因为在周期性体系中，
应力可通过原子力和原子位置导出，理论上不是独立信息。通常当能量和原子受力描述准确后，应力
也能正确描述。

训练完成后，可通过计算能量、力和应力的均方根误差（root mean square error，RMSE）δRMSE 评估训
练差异 
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平均绝对误差和最大绝对误差也相应被定义。训练完成后，为了检验模型的泛化能力并防止过拟合，
常需要使用一组未参与训练的测试集来评估其泛化误差。

一般而言，MLP 对能量和力的 δRMSE 越低，说明模型的预测精度越高。但在实际应用中，不能仅以
能量和力的拟合精度作为模型优劣的唯一标准，还需综合评估模型在关键物性（声子谱、晶格常数、弹
性性质等）上的预测准确性。此外，当目标覆盖的构型空间较为广泛时，进一步降低预测误差通常需要
提高模型复杂度（如采用更深的神经网络）或扩充训练数据集，这往往会导致训练和推理的计算成本显
著增加。

 2    机器学习势模型介绍

虽然最早的机器学习势概念基于神经网络方法提出[7]，但受硬件条件的限制，早期机器学习势方法
的发展和使用仍以传统机器学习方法为主，例如：2010 年，Bartók 等[18] 基于高斯过程回归提出了高斯近
似势（Gaussian approximation potential，GAP）；2015 年，美国桑迪亚国家实验室提出了谱近邻分析势
（spectral neighbor analysis potential，SNAP） [19]；2016 年，Shapeev[13] 基于线性回归模型提出了矩张量势
（moment tensor potential，MTP）。近年来，随着 GPU 硬件技术的飞速发展和普及，基于神经网络的更复
杂的 MLP 方法被广泛使用，例如：2018 年，Zhang 等 [20] 和 Wang 等 [21] 基于深层神经网络提出了深度学
习势；Fan 等[22] 基于人工神经网络提出了神经演化势（neuroevolution potential，NEP）。此外，近期出现了
一类基于等变图神经网络（equivariant graph neural network）的 MLP 方法，该方法通过原子图结构表征局
部环境，与早期的神经网络势相比，此类方法在某些体系上可将所需的训练数据量降低多达 3 个数量级[23]，
例如哈佛大学提出的 NequIP（neural equivariant interatomic potential）[24]。目前，主流的机器学习势的软件
包下载地址如表 1 所示。本文主要选取 MTP、GAP、DP、NEP 和等变图神经网络势对其原理进行简要
介绍。
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 2.1    矩张量势

MTP[13] 训练依托于 MLIP 软件 [9]。MTP 是一种局域势，在此模型中，结构 cfg 的总能量表示为每个

原子的局部原子环境贡献的总和。第 i 个原子的局域环境 ni 由其原子类型 zi、近邻原子类型 zj 及其两

者相对坐标 rij 组成。原子间相互作用的势能可表示为 

E�0�7�3(c�I�J) =
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i=1

V(ni) ������

函数 V(ni) 可以通过一组基函数 Bα 线性展开 

V(ni) =
X

�

� � B� (ni) ������

式中：ξα 为 MTP 需要通过拟合确定的参数。

为了定义基组函数 Bα 的函数形式，Shapeev 等[13] 引入了矩张量描述符 
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式中： 为原子近邻局域环境中的角度信息，符号“ ”表示向量外积，角部分可以作为秩 ν

的张量。当 ν=0 时，角部分为 1 的标量；当 ν=1 时，角部分表示从原子 i 到近邻原子 j 的矢量 rij= (xij, yij, zij)；

当 ν=2 时，角部分可表示为矩阵形式 
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矩张量描述符由径向（radial）和角向（angular）组成。其中，径向部分函数由如下形式给出 
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�; �]i ;�]j ] Q(� )(jr i j j)式中： 为“径向”参数的集合，函数 为径向基函数
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表 1    常见机器学习势及下载地址

Table 1    Common machine learning potentials and download links

Machine learning potential Download website

MTP[13] https://gitlab.com/ashapeev/mlip-2

GAP[18] https://github.com/libAtoms/GAP

SNAP[19] https://github.com/FitSNAP/FitSNAP

Materials potential library (MatPL) https://github.com/LonxunQuantum/MatPL

Machine learning force filed based on VASP (VASP-MLFF)[12] https://www.vasp.at

DP[20] https://github.com/deepmodeling/deepmd-kit

NEP[22] https://github.com/brucefan1983/GPUMD

High-dimensional neural network potential (HDNNP)[7] https://github.com/CompPhysVienna/n2p2

NequIP https://github.com/mir-group/nequip

MACE https://github.com/ACEsuit/mace

Polarizable atom interaction neural network (PaiNN)[25] https://github.com/atomistic-machine-learning/schnetpack
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' (� )式中： 为区间 [Rmin，Rcut] 内的多项式函数（如 Chebyshev 多项式）；Rmin 为训练集中原子之间的最小距

离；Rcut 为描述原子近邻环境的截止半径，以确保 MTP 平滑过渡。径向基函数如图 3[9] 所示。
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图 3    MTP 中的径向基函数[9]

Fig. 3    Radial basis functions in MTP[9]
 

为了构造基函数 Bα，定义如下的矩的 level 

lev M�;� = 2+ 4� + � ��������

根据相关测试发现，式 (2) 中系数为 2、4、1 时最优，因此，以固定形式写入 MLIP 程序中。level 的
乘法形式定义如下 
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式中：“·”为 2 个向量的点积，“:”为 2 个矩阵的 Frobenius 乘积。
由以上例子可以看出，非标量矩在其收缩时可以产生标量。MTP 基函数 Bα 即为一个或多个矩的

收缩。根据其定义，每个基函数对原子的排列、旋转和平移都是不变的。为定义 MTP 的一个特定的函
数形式，通常选择最大级别的 level，即 levmax，它包含了所有级别小于或等于它的基函数，即 levBα≤
levmax。例如，设置 levmax=8，需定义如下 9 个基函数 

8
>>>>>>>>>>>>>>>>>>><
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最后，径向参数 c 和参数 ξ 组成了 MTP 在训练过程中所要拟合的参数形式 θ= [ξ, c]。而上述的
levmax 和径向基组的大小 NQ 是需要人为定义的超参数形式，它的大小对于达到 MTP 的训练精度、训练
效率和所需量子力学计算数量之间的期望平衡十分重要。

 2.2    高斯近似势

高斯近似势（Gaussian approximations potential，GAP）[18, 26–27] 主要基于高斯过程回归（Gaussian process
regression，GPR）拟合原子间的势能面，假设原子系统的总能量可分解为局部贡献之和 

E =
�G�H�V�F�U�L�S�W�R�U�VX

d

NdX

i=1

" d (xi) ��������

式中：Nd 为 d 类描述符类型的数量，每个依赖于 d 类描述符的能量项被表述为独立的稀疏高斯过程 

" d(x) =
MdX
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cmkd (x; xm) ��������
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式中：Md 为该类描述符 d 的诱导点数量，kd 为核函数（也称协方差函数或相似度函数），cm 为拟合系数。

� �
i (r)

在高斯近似势中，最常用的描述符是 SOAP 描述符 [16]。构建原始 SOAP 描述符时，首先将中心原
子周围的局部环境表示为原子密度函数。对于元素 α 的原子，其邻域密度函数 可定义为 
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式中：对 j 的求和覆盖了所有位置矢量为 rj 的近邻原子，Zj 为其原子序数，σG 为高斯函数的空间展宽参
数。该密度函数可展开为正交径向基函数 gn 与球谐函数 Ylm 的乘积 
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c�
nlm式中： 为展开系数。2 个原子环境之间的不变核函数（即旋转不变的相似性度量）可通过计算其密度

函数在所有旋转下的重叠积分获得 
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而当 ν=2 时，该核函数具有解析表达式 

k(� i ; � j) =
X

��

X

nn0l

p��
nn0l p

0��
nn0l

p0l��
nn =

X

m

c� �
nlmc0lm�

n

��������

考虑到 Wigner D-矩阵在旋转变换下的性质，核函数在相同环境下的自相似性应为 1，即 k(ρ, ρ)=1，
需对核函数进行归一化处理 

k(� i ; � j) =
k(� i ; � j)

p
k(� i ; � i)k(� j ; � j)
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O
�
n2

maxlmaxS2�p 的维度按 比例缩放，其中：nmax、lmax 和 S 分别为径向基函数数量、球谐函数阶数和元

素种类数。增大 nmax 和 lmax 可增强基组展开的分辨率，从而提升核函数的收敛性，因此，这 2 个参数是
控制 SOAP 精度的关键超参数，其最优值高度依赖于典型的近邻原子数和高斯展宽参数 σG。在实际应
用中，用户需通过调整 nmax 和 lmax 来实现精度与计算速度的最佳平衡。

O
�
n2

maxlmaxS2�然而，对于原始 SOAP 描述符，由于组分数量的 度关系常构成限制因素，使得研究化

学多样性系统（如多组分合金）时计算资源需求极高且效率极低。为提高 GAP 的计算效率，Caro[28]

提出了 SOAP 描述符的一种改进形式——SOAP_turbo。该方法将原子密度场近似为可分离形式，从而
实现径向与角向通道的解耦；同时，针对特定的径向基函数，以解析形式计算 SOAP 核矩阵的元素，即
原子环境描述符之间的相似性度量。相比原始的 SOAP 描述符，SOAP_turbo 在保持精度不变的前提
下，计算效率提升了 1 个数量级。因此，它已成为当前 GAP 模型中广泛采用的描述符，并在由过渡金
属构成的复杂合金体系中得到了广泛应用。关于 SOAP_turbo 描述符的具体细节，可参考 Caro[28] 的原
始文献。

 2.3    深度学习势

由于深度神经网络（deep nueral network，DNN）具有强大的高维非线性拟合能力，DP[15, 21] 不仅可采
用 DNN 作为势能面的拟合工具，还可利用其构建用于表征原子局部环境的描述符。DP 主要包含 2 类
描述符：原始描述符（non-smooth descriptor，早期版本）和平滑嵌入描述符（smooth embedding descriptor，
DP-SE）。

原始描述符是 DP 早期采用的核心架构，其核心思想是为每个中心原子构建一个局部坐标系，如图 4
所示 [15]。具体而言，首先选取 2 个非共线的近邻原子（通常为最近邻与次近邻），通过 Gram-Schmidt 正
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交化构造一组正交基，实现从全局坐标到局部坐标的旋转变换。该过程保留了原子间距离与角度的几
何信息。描述符的生成有 2 种模式：全信息模式和径向模式。全信息模式包含距离和角度信息

，而径向模式仅含距离信息 。在构建过程中，近邻原子需按 逆序排列，相同元素优

先。该描述符虽然完整保留了局部几何结构信息，但存在极大的局限性：原子位置的微小扰动可能导
致参考原子选择或排序发生变化，从而引发局部坐标系的突变。这会导致描述符及其导数出现不连续
性，进而影响力和维里张量计算的数值稳定性。该问题在相变、缺陷演化等敏感过程中尤为突出。
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图 4    (a) DP 非平滑描述符构建，(b) DP 平滑描述符构建流程[15]

Fig. 4    (a) Construction of non-smooth descriptors for DP; (b) construction process of smooth descriptors for DP[15]
 

为克服非平滑描述符的局限，研究者引入 DP-SE[15]。原子 i 的环境矩阵被定义为 

(R̃i) j = s(r i j ) �
 
1;

xi j

r i j
;
yi j

r i j
;
�]i j
r i j

!
��������

s
�
r i j

�
式中： 为不同半径下的距离函数。s(rij) 的形式如下 

s
�
r i j

�
=

8
>>>>>>>>><
>>>>>>>>>:

1
r i j

r i j < r �F�V

1
r i j

f�F
�
r i j

�
r �F�V6 r i j 6 r �F

0 r i j > r �F

��������

f�F(r)

式中：rcs 为最小截断半径，rc 为最大截断半径。该函数在截断边界处通过余弦过渡实现平滑衰减，确保
势能面至少二阶可微。更进一步，DP-SE 引入 5 次多项式形式的平滑函数 

f�F(r) = u3(� 6u2 + 15u� 10)+ 1; u =
r � r �F�V

r �F� r �F�V
��������

该函数在截断半径处连续衰减至零，消除距离函数在 rcs 和 rc 处高阶导数不连续性。

R̃i

G(2)
i

G(3)
i D (2;r)

i

D (2;a)
i D (3)

i

如图 4(b) 所示，DP-SE 的构建流程包含 3 个关键步骤：首先，重构环境矩阵，通过增强矩阵 保留
径向和角度信息；然后，构造嵌入矩阵，其中二体嵌入矩阵 通过 DNN 映射原子间距和类型，三体嵌

入张量 则编码键角信息；最后，生成多尺度描述符，其中二体径向描述符 仅含距离信息（分辨率

最低），二体角度描述符 包含坐标信息（中等分辨率），三体描述符 则整合键角信息（最高分辨

率）。这些描述符可根据需求混合使用，例如用高分辨率描述符处理近邻相互作用，低分辨率描述符处
理远距离作用，从而在精度与效率之间实现平衡。

平滑嵌入描述符的核心优势在于其数学上的平滑性，显著提升了力与应力计算的稳定性。从数学
本质上，原始描述符直接编码原始几何坐标，对排序敏感；而平滑嵌入描述符通过 DNN 提取特征，避免
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了显式排序带来的不连续性。这种差异导致二者在应用场景上的不同：非平滑描述符的计算效率较
高，早期应用于简单晶体结构的模拟；但当面对多元合金、液态体系或位错核心等复杂环境时，平滑嵌
入描述符因其数值稳定性和分辨率可调性成为主流选择。

 2.4    神经演化势

神经演化势（neuroevolution potential, NEP）是一种高效且精确的机器学习势方法，由 Fan 等 [22, 29] 于
2021 年首次提出，并集成在开源软件 GPUMD 中。NEP 融合了前馈神经网络模型与可扩展的进化优化
算法（可分离自然进化策略），能够在保持高精度的同时显著提升计算效率。得益于其对现代 GPU 架构
的高度优化，NEP 可实现千万原子规模的模拟，计算效率远超基于 CPU 硬件的 GAP、MTP 等势模型。

NEP 的核心是一个单隐藏层前馈神经网络，用于预测原子位点能量（site energy）。总势能 U 可定
义为各原子位点能量 Ui 的和，即 

U =
NX

i=1

Ui ��������

每个原子 i 的 Ui 可由神经网络计算得到 

Ui =
N�Q�H�XX

� =1

w(1)
� tanh

0
BBBBB@

N�G�H�VX

� =1

w(0)
�� qi

� � b(0)
�

1
CCCCCA� b(1) ��������

w(0) w(1) b(0) b(1)

N�Q�H�X

qi

nmaxR nmaxA lmax

式中：tanh(x) 为激活函数， 和 分别为输入层到隐藏层、隐藏层到输出层的权重参数， 和  为
偏置项， 为隐藏层神经元数量（默认为 30），Ndes 为描述符向量维度（由超参数决定）。该模型依赖于
局域原子环境描述符 ，确保平移、旋转和原子置换不变性。描述符将原子 i 周围的邻域环境编码为一
个固定维度的特征向量，包含径向和角度两部分。总维度 Ndes 由超参数 、 和 控制 

N�G�H�V= (nmaxR + 1)+ (lmax+ 2)(nmaxA + 1) ��������

qi
n局域环境描述符中径向部分仅依赖于原子间距离 rij，其每个分量 可表示为 
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n =

X

j, i

gn(r i j ) ��������

gn(r i j ) gn(r i j )式中： 为径向函数。 可通过切比雪夫多项式基展开 
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式中： 为可训练的系数，依赖于中心原子类型  i  和邻居原子类型  j，确保多元素兼容性；基函数

则定义为
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在截断半径 内通过平滑函数 描述
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nl
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角度描述符部分则依赖于距离和 （由向量 rij 和 rik 构成的夹角）。三体分量 使用勒让德多项式

  

qi
nl =

2l + 1
4�Œ

X

j, i

X

k, i

gn(r i j )gn(r ik)Pl(cos� i jk) ��������

式中：n 和 l 为索引，l 从 1 到 lmax。为降低计算复杂度，可进一步转换为球谐函数形式 
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qi
nl =

lX

m=0

(2� � 0m)jAi
nlmj2; Ai

nlm =
X

j, i

gn(r i j )Ylm(� i j ; � i j ) ��������

此形式可确保旋转不变性并减少计算开销。NEP 还支持四体和五体角度分量（超参数 lmax 控制），可增
强对复杂键合环境的描述。

NEP 使用可分离自然进化策略优化可训练参数（权重、偏置和径向系数）。损失函数 L(z) 综合考
虑能量、力和维里应力的预测误差，并引入正则化项以防止过拟合 

L(�]) = LE(�]) + LF(�]) + L� (�]) + L1(�]) + L2(�]) ��������

其中 
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NEP 通过高维不变性描述符与轻量级神经网络的结合，在保持接近第一性原理精度的同时，显著
提升了计算效率。NEP 高度并行化的架构特别适合 GPU 加速，支持百万至千万原子规模的长时间分
子动力学模拟，目前已成功应用于热传导、相变等研究，展现出强大的泛化能力和工程实用性。

 2.5    等变图神经网络势

等变图神经网络（equivariant graph neural network，E-GNN）[23] 势是近年来分子模拟与材料计算领域
的突破性技术，深度融合几何等变性（equivariance）与 GNN。详细的等变图神经网络势的发展和原理介
绍见 Han 等[23] 的系统性综述。

如图 5 所示，在 GNN 模型中，原子系统被表示为一个无向图：每个原子作为一个节点，其特征包括
原子类型、电荷、位置坐标等；若两原子间距离小于截断半径，则建立边连接，边特征通常包含相对位
移向量 rij 和距离|rij|；最后，通过建立连接矩阵来定义原子间的邻接关系，用于消息传递过程中的信息聚
合。构建图结构后，采用消息传递神经网络（message passing neural network，MPNN）[30] 框架学习原子间
相互作用，通过多轮迭代更新节点状态，即原子嵌入，聚合来自近邻的信息，最终预测系统的总能量和
原子受力。该过程模拟了原子之间的物理相互作用，具有良好的可解释性。早期 GNN 模型（如 SchNet[31]）
只通过原子距离等标量特征满足旋转、平移、对称不变性，以保证势函数的物理对称性约束，忽略了方
向等向量信息，导致部分信息丢失。因此，基于不变性约束的机器学习势通常需要大量的需大量样本
覆盖不同构象组合（如二面角变化），才能隐式学习空间约束，其数据效率较低。

为克服上述局限，E-GNN 模型通过群表示理论（如 E(3) 群）将对称性约束融入模型架构。所谓等
变性，指的是模型满足 

f (g� x) = g� f (x) ��������

 

(a) (b) (c) (d)

l=0, 1, 2, ... l=0, 1, 2, ... l=0, 1, 2, ...(z1, ..., zn)

(z1, ..., zn)

(r1, ..., rn)
�: �: (r1, ..., rn)

�: �: (r1, ..., rn)
�: �:

Embedding

Interaction block

Interaction block

Interaction block

Self-interaction

Self-interaction

Self-interaction

Non-linearity

Output block
Self-interaction

Global pooling

Convolution

Concatenation

Norm

Y (l)
m

Basis

MLP

Tensor product

图 5    等变图神经网络模型 NequIP 的训练流程[24]

Fig. 5    Training process for the equivariant graph neural network model NequIP[24]
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式中：g 为旋转/平移操作，表明能量输出对原子系统的整体旋转平移具有不变性，而原子作用力输出则
随输入坐标的变换协同等变。这一特性使模型无需数据增强即可学习物理规律的本质，显著提升了数
据效率与泛化能力，例如，NequIP 模型 [24] 仅需 100～1 000 个 DFT 样本即可训练高精度势函数，而传统
MLIPs 则需数万样本。目前，E-GNN 的技术路径主要分为以下 3 类[23]：

(1) 不可约表示方法（如 NequIP[24]、MACE[32]），即利用球谐函数与 Clebsch-Gordan 系数构建高阶几
何张量，精确描述原子环境，但计算复杂度高，且受限于特定群表示；

(2) 基于标度化的模型（如 EGNN[8]、PaiNN[25]），这类模型首先将三维坐标转换为旋转不变的标量
（如距离、角度），再通过径向基函数与矢量组合实现等变更新，实现效率与精度的平衡；

(3) 混合架构（如 E2GNN[33]），即采用标量-矢量双通道编码，结合全局消息传递机制建模长程相互
作用，显著降低计算复杂度，较传统等变模型提速 3～5 倍。

 3    机器学习势计算效率

机器学习势虽然相比 FPMD 在计算效率上提升了数个数量级，但受限于不同机器学习势本身方法
的差异以及硬件架构的限制，不同机器学习势之间的模拟计算效率存在较大的差异。需要注意的是，
当前机器学习势效率的比较主要关注应用与 MD 模拟上的计算效率，而很少关注训练效率。对机器学
习势计算效率的评价测试方法往往基于同一数据集训练得到不同机器学习势，比较对同一体系进行分
子动力学模拟的计算效率。近年来，机器学习势计算效率的相关研究如图 6[29，34–35]、图 7[28，36–38] 所示，
由于不同研究使用的计算体系不太一致，无法对所有 MLP 的计算效率进行统一评价。
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图 6    未进行硬件和算法特定优化下的不同机器学习势计算效率对比[29，34–35]

Fig. 6    Comparison of computational efficiency among different machine learning potentials[29，34–35]

 

图 6 展示了未进行软硬件特定优化下机器学习势计算效率的部分对比结果。图 6(a) 中的灰色虚线
表示由图表左下方点集凸包形成的近似帕累托前沿，该帕累托前沿代表了精度与计算成本之间的最优
权衡；计时数据基于 LAMMPS 软件在 Intel i7-6850k 3.6 GHz 单 CPU 核心上的运算结果；黑色箭头标示
了后续比较中采用的每个机器学习间势的“最优”构型。如图 6(a) 所示，在机器学习势拟合过程中，并
不是参数越多拟合越精确。拟合参数的增加虽然使得 MLP 的误差下降，但超过某个极限时，精度的增
加并不足以抵消计算成本增加带来的负影响。因此，机器学习势函数的拟合过程通常涉及精度与计算
成本之间的多目标优化，其解集构成一个帕累托前沿 [39]。从图 6(a) 中可以看到，MTP 的计算精度和计
算成本的权衡相比其他 MLP 表现更佳，而 GAP 虽然拥有最高的精度，但其计算效率相比其他 MLP 低了
2 个数量级 [34]。如图 6(b) 所示，基于 Carbon 数据集，在相同的硬件条件下，基于 CPU 运行的 MTP 比
GAP表现更优；在精度相近的条件下，基于GPU运行的NEP比NNP及DP的计算效率高了近 2个数量级[35]。
图 6(c) 则展示了近年来几种常见的基于神经网络的势函数的对比 [29]。在相同 GPU 硬件条件和相同原
子体系下，NEP 的计算速度相比 DP、NequIP、MACE 提高了 2～3 个数量级。同时，DP、NequIP、
MACE 模型相比 NEP 更容易受到显存的影响，无法模拟更大规模的体系。NEP 的高效率低显存占比主
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要来源于其优异的算法和描述符设计，其只用一层隐藏神经网络和较少的参数就能获得与其他神经网
络势类似的精度，同时保证了高计算效率。
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图 7    通过算法、硬件等重新优化下的机器学习势速度提升：(a) Speedup 是指用 IFORT 编译的新 SOAP 计算与 Quippy

实现的时序的倒数 (tQuippy/tIfort)
[28]；(b) 基于 GPU 的超算平台上液态碳 1×109 原子的分子动力学模拟中

SNAP 和 ACE 的计算效率[36]；(c) AIMD、MLMD 与 MDPU 平台 MD 的能效对比[37]；
(d) 基于 Kokkos 加速下 MTP 势计算效率相比原 MLIP-3 CPU 版本的效率提升[38]

Fig. 7    Acceleration of machine learning potentials through optimizations in algorithms and hardware: (a) speedup is defined as the
inverse of the time ratio (tQuippy/tIfort) between the new SOAP calculations compiled with IFORT and the implementation by Quippy

[28];
(b) the computational efficiency of SNAP and ACE force fields in large-scale molecular dynamics simulations of liquid carbon
containing 1×109 atoms on GPU-based supercomputing platforms[36]; (c) a comparison of energy efficiencies among ab initio
molecular dynamics (AIMD), machine learning molecular dynamics (MLMD), and MD approaches on the MDPU platform[37];
(d) efficiency gains in MTP potential computations facilitated by Kokkos, as compared to the original CPU version of MLIP-3[38]

 

需要注意的是，随着算法的优化以及硬件水平的提升，MLP 的计算效率也在不断提高，以 GAP 模
型（见 2.2 节和图 7(a)）为代表，通过对 SOAP 描述符的压缩降维等处理使其在保证精度的前提下大幅降
低了计算复杂度。中国科学院金属研究所刘培涛团队[40] 针对 MTP 模型提出了一种有效的基于遗传算
法的优化方案，显著减少独立矩张量分量和中间张量分量的数量，使得 MTP 的评估速度几乎快了 1 个
数量级。由于架构设计，GPU 硬件相比 CPU 硬件在 MD 模拟上具有更高的并行计算效率，因此，一些
研究人员通过将原有基于 CPU 硬件的 MLP 迁移到 GPU 上，以实现计算效率的跨越式提升。例如，通
过对 SNAP 模型面向 GPU 硬件平台的针对性优化，Willman 等[36, 41] 使用 16 张 NVIDIA V100 显卡仅耗费 6 h
就完成了对百万碳原子多晶体系的长达 4×105 时间步长的模拟。Meng 等[38] 最新开发了 Kokkos 加速版
的矩张量势实现方案，旨在提升计算性能并增强跨 CPU 和 GPU 的兼容性，优化的 CPU 版本的计算效
率相比原始版本提升了 2 倍，GPU 加速下的效率相比 CPU 版本提高了 1～2 个数量级，推动了 MTP 在
百万原子规模体系的应用。湖南大学刘杰教授团队 [37] 则以 DP 势为对象，创新性地提出了一个专用的
分子动力学处理单元（MDPU），通过算法-硬件-软件协同设计，突破传统 CPU/GPU 平台的“功耗墙”和
“内存墙”瓶颈，在非冯诺依曼架构 FPGA/ASIC 上实现了具备第一性原理精度的高速、低功耗 MD 模
拟。相比传统 CPU/GPU 平台的 MLMD (FPMD)，MDPU 可将计算时间与能耗分别降低约 3 个数量级，
并支持亿级原子规模的高精度模拟。图 7(c) 给出了 AIMD、MLMD 与 MDPU 平台 MD 的能效对比，展
示了基于 FPGA 和 ASIC 的改进 MLMD 与 AIMD、原 MLMD 在时间（ηt）和功耗（ηp）方面的性能。
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 4    机器学习势在材料物性研究中的应用简介

机器学习势在保持 FPMD 计算精度的同时，将模拟体系规模从数百原子扩展到千万原子量级，时
间尺度从几十皮秒提升至数纳秒，从而能够开展更多材料物性的模拟研究 [4–5, 15, 27]。目前，机器学习分
子动力学在材料物性研究（如相图、热输运、力学性质等）方面均取得了广泛应用，已成为微观尺度下
物性研究的常用方法，为新材料的理论设计和发现提供了关键支撑。本文梳理了部分具有代表性的研
究工作，以展示机器学习势在材料物性研究中的应用，重点关注材料在高温、高压、高应变率条件下的
相变（如固-固相变、固-液相变）、热输运性质以及力学性质（如弹性常数、位错、层错能）等物性研究，
同时简要介绍近年来面向超快激光、高能重离子辐照等情形下材料非绝热动力学过程的研究进展。

 4.1    基于机器学习势的材料相变研究
由于机器学习势具有接近第一性原理计算的精度，在理论计算层面上能准确模拟材料的高温高压

相图。在静水压作用下的固-固相变研究中，通常以相同温度和压力下各相的吉布斯自由能为判据，自
由能最低者对应热力学最稳定结构。Kruglov 等[42] 在早期利用 MTP 模型建立的铀的相图基础上，进一
步考虑电子温度效应，重新计算了金属铀不同相的自由能，建立更精确的金属铀高温高压相图，首次通
过理论计算给出了铀的 α-bct-bcc 三相点 [43]。Zhang 等 [44] 利用其开发的 DP-GEN 框架，构建了具有
SCAN 精度的 H2O 的 DP 势函数，并进一步通过 MD 模拟给出了 H2O 在 100 GPa 内的相图，其结果与实
验结果保持整体一致。Wang 等[45] 采用结构预测方法展示了氧的完整聚合过程，确定了氧在 1 000 TPa
下的晶体结构，识别了一种新型的二维键合体心四方（body-centered tetragonal，BCT）相和一种完全聚合
的六方密排（hexagonal close packing，HCP）相；进一步，采用机器学习势分子动力学和两相法构建了高
达 200 TPa （23 740 K）的氧的相图，并识别了 100 TPa 以上的异常熔化行为（图 8(a)）。国防科技大学戴
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图 8    基于机器学习势的材料相图研究示例[45–47]

Fig. 8    Examples of material phase diagram studies based on machine learning potentials[45–47]
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佳钰团队 [46] 给出了 H/He 宽温压区间 DP 势函数，通过非平衡自由能计算手段建立了 H/He 热力学相
图，揭示了在木星和土星内部极端温度和压力条件下氢氦混合物的相分离行为（图 8(b)）。

而对于非平衡条件下的相变模拟，主要利用非平衡分子动力学或者 MSST 方法模拟动态加载下材
料的相变过程。南京大学孙建团队 [47] 构建了能描述碳在太帕压力下物性的 NEP 势，结合多尺度冲击
模拟，预言了金刚石向 BC8 碳相变的动力学路径，发现在双冲击条件下，金刚石会先被压缩成过冷液
体，再结晶形成 BC8 碳（图 8(c)、图 8(d)），该路径可为后续的动态冲击波压缩实验提供重要的理论依
据。针对金属锆（Zr）这种重要的核工业相关金属材料，西安交通大学宗洪祥团队[48–49] 基于高斯近邻回
归方法构建 Zr 的机器学习势，给出了 Zr 的平衡相图，通过冲击模拟揭示了 Zr 在冲击加载下的 α→ω 相
变行为，发现冲击下 Zr 的 α→ω 相变是通过中间亚稳态的体心立方（body-centered cubic，BCC）结构发生
的，而在冲击释放时的逆相变过程中，则未发现此类中间相。中山大学朱升财团队 [50] 结合高精度神经
网络势函数模拟了石墨不同方向的动态压缩过程，首次观察到 [001] 方向压缩时六方金刚石的形成过
程，揭示了冲击加载下石墨向六方金刚石转变的关键机制—具有 AB 堆垛的石墨结构和层间 C―C
键形成，成功指导了实验上六方金刚石的合成。国防科技大学戴佳钰团队[51] 结合大规模分子动力学模
拟与深度势能模型，从原子层面阐明了金的动态压缩过程，发现金的冲击压力强烈依赖于冲击方向，解
释了不同实验相变压力差异较大的原因，同时揭示了受冲击的体心立方结构具有独特的中程与短程有
序特征，从而显著降低受冲击结构的吉布斯自由能，导致相变压力降低。

表 2[41–42, 44–49, 52–79] 归纳了部分基于机器学习势模拟材料相变的代表性研究，其中：SS 为固-固相变，
SL 为固-液相变，LL 为液-液相变，LG 为液-气相变。需要注意的是，本文主要总结的是几种使用度较高
的机器学习势。可以看到，机器学习势在金属、化合物二维材料的固-固、固-液和液-液相变中均取得
成功应用。如前所述，借助机器学习势构建材料在极端条件下的相图，不仅有助于揭示行星或天体内
部物质结构的演化机制，还可深入解析相变的微观机理。这些理论成果能够为特殊结构材料（如前文
提到的六方金刚石）在高温高压条件下的合成提供有力指导，从而优化实验设计、显著降低试错成本。
 

表 2    基于机器学习势的部分材料相变研究汇总[41–42, 44–49, 52–79]

Table 2    A partial overview of studies on machine learning potentials in material phase transitions[41–42, 44–49, 52–79]

MLP Materials Phase transition References

MTP

U SS/SL Kruglov, et al.[42] (2019)

TaVCrW SL Zhu, et al.[52] (2024)

Ti-6Al-4V SS/SL Nitol, et al.[53] (2025)

Ag-Pd alloy SL Rosenbrock, et al.[54] (2021)

Ti, Zr, Hf SS Jung, et al.[55] (2023)

U-6%Nb SS Huang, et al.[56] (2025)

GAP

2D Ga2O3 SS Zhao, et al.[57] (2021)

SiO2 SS Erhard, et al.[58] (2022)

Ga2O3 SS/SL Zhao, et al.[59] (2023)

Zr SS/SL Zong, et al.[48–49] (2018, 2019)

SNAP

Carbon SS/SL Willman, et al.[41] (2022)

Ni-Mo SS Li, et al.[60] (2018)

Au SS/SL Richard, et al.[61] (2023)

Co SS Bideault, et al.[62] (2024)

VASP-MLFF
ZrO2 SS Liu, et al.[63] (2022)

Zr SS Liu, et al.[64] (2021)
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 4.2    基于机器学习势的材料热输运性质研究

热导率（κ）是材料的关键物理性质之一，直接决定了材料在热管理、热防护、热电转换等领域的应
用潜力。热导率主要分为电子热导率和晶格热导率。除了金属等导体材料外，大多数材料的热导率以
晶格热导率为主。目前所发展的热导率计算方法也主要以晶格热导率的计算为主。常见的晶格热导
率计算方法主要有：基于 MLP 高效构建非谐力常数求解 Boltzmann 输运方程（Boltzmann transport
equation，BTE）、基于平衡分子动力学（equilibrium molecular dynamics，EMD）求解 Green-Kubo 方程、非平
衡分子动力学方法（non-equilibrium molecular dynamics，NEMD）和均相非平衡分子动力学方法
（homogeneous non-equilibrium molecular dynamics，HNEMD）。基于机器学习势的材料热输运性质的相关
研究如图 9[80–84] 所示。表 3[81–83, 85–119] 总结了部分使用机器学习势结合不同热导率计算方法研究材料晶
体热导率的典型示例。

Boltzmann 输运方法[120] 是预测晶体材料晶格热导率的经典理论框架，但其求解依赖于精确的非谐
力常数（anharmonic force constants），尤其是 3 阶和 4 阶力常数。传统第一性原理计算在求解非谐力常
数时需要对大量不同位移结构进行精确的力计算，计算成本高昂，严重限制了其在复杂体系中的应
用。MLP 得益于其接近第一性原理的精度与接近经典力场的计算效率，可为高效获取高阶非谐力常数
提供了理想解决方案。Mortazavi 等 [88] 建立了 MTP 结合 ShengBTE 程序的晶格热导率计算框架，证明
了机器学习势结合玻尔兹曼输运方程在计算材料晶格热导率上的高效性和准确性。Yang 等 [80] 基于
MTP 势结合玻尔兹曼输运方程求解给出了二维 ReS2 热导率随温度的变化，Zhang 等 [81] 则利用 GAP 结
合玻尔兹曼输运方程给出考虑四阶非谐性下二维 WS2 的热导率，上述结果均与实验值符合良好。
 

表 2  （续）

Table 2  (Continued)

MLP Materials Phase transition References

DeepMD

H2O SS/SL Zhang, et al.[44] (2021)

Hydrogen SS/SL Niu, et al.[65] (2023)

H-He LG Dai, et al.[46] (2024)

Sn SS/SL Chen, et al.[66] (2023)

MgSiO3 SS/SL Deng, et al.[67] (2023)

Ag-Pd alloy SS Guo, et al.[68] (2023)

MgO SL Wisesa, et al.[69] (2023)

SrTiO3 SS He, et al.[70] (2022)

Ti SS/SL Wen, et al.[71] (2021)

Ga SS/SL Niu, et al.[72] (2020)

NEP

Coesite SS Feng, et al.[73] (2025)

BaZrS3 SS Kayastha, et al.[74] (2025)

Oxygen SS/SL Wang, et al.[45] (2025)

SiO2 SS Pan, et al.[75] (2024)

CsPbBr3, MAPbI3 SS Fransson, et al.[76] (2023)

Carbon SS/SL Shi, et al.[47] (2023)

MgO-H2O SS Pan, et al.[77] (2023)

NequIP Hydrogen LL Istas, et al.[78] (2025)

MACE Hydrogen SL LY, et al.[79] (2025)
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图 9    基于机器学习势的材料热输运性质研究：(a) 基于 MTP+Boltzmann 输运方程给出的二维 ReS2 的热导率[80]；(b) 基于
GAP 和 Boltzmann 输运方程给出的二维-WS2 的热导率[81]；(c)～(d) DP 和 EMD 方法给出的 MgSiO3 和 MgO 在高温

高压下的热导率图像[82–83]；(e)～(f) 基于 NEP+HNEMD 方法计算的纳米多孔和非晶碳热导率的密度依赖性[84]

Fig. 9    A study of the thermal transport properties of materials based on machine learning potential: (a) thermal conductivity of
2D-ReS2 calculated by the MTP with Boltzmann transport equation[80]; (b) thermal conductivity of 2D-WS2 calculated using

the GAP with Boltzmann transport equation[81]; (c)−(d) thermal conductivity map of MgSiO3 at high temperature
and pressure calculated by the DP+EMD method[82–83]; (e)−(f) density dependence of the thermal conductivity

of nanoporous and amorphous carbon calculated by the NEP+HNEMD method[84]

 

表 3    机器学习势在材料热输运性质上的部分研究汇总[81–83, 85–119]

Table 3    Selected studies on machine learning potentials for materials thermal transport properties[81–83, 85–119]

MLP Materials Method References

MTP

BAs BTE Ouyang, et al.[85] (2022)

CoSb3 EMD-GK Korotaev, et al.[86] (2019)

SrTiO3 BTE Wang, et al.[87] (2021)

2D materials BTE Mortazavi, et al.[88] (2021)

Pb3Bi2S6 BTE Wang, et al.[89] (2025)

SnSe EMD-GK Liu, et al.[90] (2021)

Cs3Bi2Br9 EMD-GK Li, et al.[91] (2024)

2D ReS2 BTE Yang, et al.[80] (2024)

GAP

2D h-BN BTE Zhang, et al.[92] (2021)

TiO2 EMD-GK Ren, et al.[93] (2025)

h-BN BTE Tang, et al.[94] (2023)

2D-WS2 BTE Zhang, et al.[81] (2023)

(vacancies) Si BTE Babaei, et al.[96] (2019)

c-BAs BTE Tang, et al.[95] (2023)

SNAP
MoSSe alloy EMD-GK Gu, et al.[97] (2019)

ZrB2 EMD-GK Zhang, et al.[98] (2020)

VASP-MLFF
CsPbBr3 NEMD Lahnsteiner, et al.[99] (2024)

meta-stable Si BTE Cui, et al.[100] (2023)
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EMD 模拟结合 Green-Kubo 方程是求解材料高温下晶格热导率的常见方法[121]。通过 EMD 获取不

同时刻的热流，基于热流自相关函数积分求解热导率。相比于 Boltzmann 输运方程，EMD 方法可以包

含完整的高阶非谐效应对热导率的影响，并且能更好地适用于非晶、多晶等无序体系的求解。国防科

技大学戴佳钰团队[82–83] 通过构建 DP 势模型并结合 EMD-GK 方法，首次报道了 MgO、MgSiO3 等物质在

行星内部条件下的热导率变化图像（图 9(c)、图 9(d)），提供了极端条件下声子输运行为的物理见解，并

为行星物理学内部热导率建模提供了指导。

NEMD[122] 主要是在模拟盒子两端设置热源和冷源，通过热流驱动形成温度梯度，然后根据傅里叶

定律计算热导率。该方法可直观模拟热流过程，适用于复杂结构（缺陷、界面等）的热导率求解。例如，

So 等[119] 基于 NEP 和 NEMD 方法计算了 Ga2O3/h-BN 的热导率。

HNEMD 是 NEP 的开发者 Fan 等[123] 基于 Green-Kubo 公式发展的高效热导率计算方法。通过施加

虚拟力场驱动热流，并结合响应函数方法计算热导率，相比于传统 EMD 方法，效率高出 1～2 个数量

级，且易收敛。目前，该方法被集成于 GPUMD 模拟程序中，结合 NEP 模型成功应用于诸多材料的热导

率精确模拟研究，成为主要的材料热输运性质研究方法。例如，Wang 等[84] 利用 GPUMD 的 HNEMD 方

法建立了无序碳中热导率与密度的依赖关系，并给出了其相应的函数表达式。

Dong 等 [124] 对机器学习势在不同材料热输运性质的研究做了更为详细的总结和阐述。综上所述，

机器学习势在接近第一性原理精度的同时大幅降低计算成本，使得高效模拟材料的晶格动力学和热输

运性质成为可能，从而显著加速导热材料（如高热导率半导体、二维材料）和绝热材料（如低热导率热电

材料、非晶或复杂合金体系）的发现与设计；它不仅能准确描述含缺陷、无序或大尺度结构中的原子相

表 3  （续）

Table 3  (Continued)

MLP Materials Method References

DeepMD

MgO EMD-GK Qiu, et al.[83] (2025)

Ice EMD-GK Qiu, et al.[101] (2023)

Ir EMD-GK Bhatt, et al.[102] (2024)

La2Hf2O7 BTE Che, et al.[103] (2024)

V EMD-GK Malgope, et al.[104] (2024)

MgSiO3-H2O EMD-GK Peng, et al.[105] (2024)

SnSe BTE Zhang, et al.[106] (2024)

Ice EMD-GK Qiu, et al.[101] (2023)

Wadsleyite NEMD Wang, et al.[107] (2022)

2D NiN2 BTE Mirchi, et al.[108] (2024)

Bi2Te3 EMD-GK Zhang, et al.[109] (2022)

MgSiO3 EMD-GK Yang, et al.[82] (2022)

NEP

MoS2/WSe2 HNEMD Hu, et al.[110] (2025)

ICOF-Li/Na HNEMD Li, et al.[111] (2025)

MECs HNEMD Zhou, et al.[112] (2025)

BaTiS3 HNEMD Wang, et al.[113] (2025)

HECs HNEMD Liu, et al.[114] (2025)

2D PCn HNEMD Cao, et al.[115] (2024)

Amorphous Si HNEMD Yang, et al.[116] (2025)

HKUST-1 HNEMD Fan, et al.[117] (2024)

Mg3(Sb, Bi)2 HNEMD Huang, et al.[118] (2024)

Ga2O3/h-BN NEMD So, et al.[119] (2024)
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互作用，还可与高通量筛选和主动学习结合，在广阔材料空间中高效识别具有目标热导性能的候选体
系，推动热功能材料研发从经验试错迈向数据驱动的理性设计。

 4.3    基于机器学习势的材料力学性质研究

随着现代科技的发展，人类对自然的探索范围越来越广泛，例如深海探测、地质钻探、航空航天、
核工业等。这些情景下，设备往往面临高温高压以及高应变率的极端环境，对设备材料的力学性能提
出了更高的要求。材料在受到外力作用时会发生形变，当应力-应变关系满足线性关系时，称之为弹性
性质；当应力-应变为非线性关系时，称之为塑性区。

弹性性质已成为评估机器学习势可靠性的基本性质。由于弹性性质与材料的声速行为密切相关，
而实验上声速的测量可用来分析材料在极端条件下相变行为和力学性能，因此，基于机器学习势的系
统性材料弹性研究主要集中于设备关键金属材料、地幔关键组成成分等。例如，Wang 等 [125] 首次基于
MTP 给出了金属铀在 100 GPa 内弹性模量和声速随压力及温度的变化，并发现随压力和温度的增加，
金属铀的单晶各向异性增强。为确定富含 CaSiO3 的俯冲洋壳在地幔中的分布，Zhang 等 [126] 采用机器
学习势方法，发现对应冷俯冲板片在下地幔底部的温压条件，CaSiO3 将处于四方-立方相转变的边缘，
此时立方相 CaSiO3 会显示出强烈的前驱软化, 使得其剪切波速显著低于地幔 PREM 模型。该项研究成
果不仅有助于平息长期以来围绕 CaSiO3 弹性波速特征的争议，还引出了一个认识 LLSVP 以及地球内
部演化的新范式。

对于塑性相关的力学性质（塑性变形、位错、层错能等）研究，机器学习势主要集中于金属及相关合
金。Zheng 等[127] 利用 MTP 探究了短程有序（short-range order，SRO）对 MoNbTi 和 TaNbTi 中位错滑移的
影响，如图 10 所示，σi 和 σf 分别为初始平均应力和终态平均应力，edge 为刃型位错，screw 为螺旋位错，
μ 为剪切模量。通过蒙特卡罗/分子动力学模拟结合矩张量势能计算发现：相较于 TaNbTi，MoNbTi 展现
出更强的 SRO 特征，且局部成分会直接影响不稳定堆垛层错能（unstable stacking fault energy，USFE）；随
着 SRO 增强，平均 USFEs 和位错滑移所需应力均显著提升；由于随机成分波动引发的钉扎与脱钉现
象，滑移位错会经历显著硬化，而更高的 SRO 则能降低 USFE 分散程度，从而减少硬化效应。Wu 等[128]

利用图神经网络势函数模拟了高熵合金 CrFeCoNiPd 的压缩过程，并首次通过系统的模拟揭示了压缩
过程中的变形机理，包括位错的形成、位错的滑移和层错的生成过程，压缩模拟过程中发现的位错交滑
移现象与实验观察一致，揭示了高堆垛层错能在改善 CrFeCoNiPd 高熵合金强度中的关键作用。
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图 10    TaNbTi 和 MoNbTi 位错滑移的临界应力[127]

Fig. 10    Critical stresses for dislocation glide of TaNbTi and MoNbTo based on the MTP[127]
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表 4[98, 125–126, 129–158] 中总结了主流机器学习势在材料力学性质研究中的应用，只以弹性性质作为势

函数基准验证的未列在其中。综上所述，机器学习势在材料弹性与塑性力学性能研究中展现出变革性

潜力：在弹性行为方面，MLP 可高效开展宽温压域的高精度模拟，为极端环境下材料稳定性评估及地球

物理过程建模提供关键支撑；在塑性机制层面，其原子级精度能够准确描述位错动力学、层错演化、化

 

表 4    机器学习势在材料力学性质上的部分研究汇总[98, 125–126, 129–158]

Table 4    Selected studies on machine learning potentials for mechanical properties of materials[98, 125–126, 129–158]

MLP Materials Properties References

MTP

β-Ti Elastic Shapeev, et al.[129] (2020)

Nb Dislocation Zotov, et al.[130] (2024)

U Elastic Wang, et al.[125] (2022)

TiZrHfTax Elastic Gubaev, et al.[131] (2021)

Poly-carbon Elastic Jalolov, et al.[132] (2024)

α-Ag2S Plasticity Yang, et al.[133] (2025)

CNTs Mechanical Choyal, et al.[134] (2025)

h-BN sheet Strength Choyal, et al.[135] (2025)

Ti-Nb-Zr Elastic Mukhamedov, et al.[136] (2025)

FeRh Elastic Ourdani, et al.[137] (2024)

GAP W/W-Mo Dislocation Koskenniemi, et al.[138] (2023)

SNAP

Mo, Nb, Ta, W GSFE Wang, et al.[139] (2021)

UO2 GSFE Dubois, et al.[140] (2024)

Ti3SiC2 MAX Dislocation Hossain, et al.[141] (2023)

Mo-Re Elastic Yang, et al.[142] (2024)

ZrB2 Elastic Zhang, et al.[98] (2020)

Si/MoS2 Friction Wan, et al.[143] (2025)

VASP-MLFF CaSiO3 Elastic Zhang, et al.[126] (2025)

DeepMD

W Mechanical Wang, et al.[144] (2022)

MgSiO3 Elastic Wan, et al.[145] (2024)

MOF CALF-20 Mechanical Fan, et al.[146] (2024)

Cu Dislocation Deng, et al.[147] (2023)

CdTe Dislocation Li, et al.[148] (2023)

ZrO2 Plasticity Zhang, et al.[149] (2024)

MgAlSi Elastic Zhu, et al.[150] (2024)

V Mechanical Wang, et al.[151] (2022)

H2O Plastic Matusalem, et al.[152] (2022)

Ti Dislocation Wen, et al.[153] (2023)

Fe Elastic Li, et al.[154] (2022)

NEP

BeGeN2 Elastic Li, et al.[155] (2025)

Ti-Al-Nb GSFE Zhao, et al.[156] (2024)

fullerene Strength Ying, et al.[157] (2023)

diamane Strength Zhang, et al.[158] (2024)
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学有序等复杂微观过程，揭示传统方法难以触及的变形机理。更重要的是，MLP 使得高通量探索元素
掺杂与成分调控对力学性能的影响规律成为可能，显著加速了高性能结构材料的理性设计。这一能力
在高熵合金等多主元复杂体系中尤为关键，其传统实验“试错法”在成分空间爆炸性增长的情形下面临
高成本与低效率困境。研究者可借助 MLP 系统解析复杂合金材料的“成分-结构-性能”关系、精准预测
最优力学性能组合、建立目标导向的新型材料合成路径，进而推动新一代高强度、高韧性、高稳定性材
料的智能设计与发现。

 4.4    机器学习势在非绝热动力学的应用

在利用超快激光或离子束装置产生极端条件物质状态时，能量通常在飞秒至皮秒量级的极短时间
内沉积，导致物质热力学状态发生剧烈、非平衡的演化。此过程中，离子和电子的行为显示出强烈的时
间依赖特征和空间不均匀性。传统机器学习势主要针对动力学过程中离子过程的演化模拟，缺乏对电
子结构的描述能力，难以给出动力学过程中系统的电子响应行为。

为了准确描述激发态与离子动力学之间的相互作用，国防科技大学戴佳钰团队基于深度势能框架
发展了 DeepDOS 程序 [159]。程序准确获取了电子态密度与局域原子环境的映射关系，实现了动力学过
程的电子结构时空演化研究。在此项工作的基础上，其团队构建了将电子温度相关的深层神经网络势
能表面与混合原子连续方法相结合的框架—TTM-DPMD，用于直接模拟激光驱动下从固体到液体的
原子尺度动力学过程 [160]。如图 11 所示，其方法将非绝热能量交换、热电子效应与原子运动统一在一
个高精度、大尺度的计算框架中，突破了传统 DFT 和经验势方法在时空尺度与非平衡描述上的局限。
通过模拟钨薄膜在激光辐照下的结构演化，该方法成功复现了超快电子衍射实验观测结果，揭示了热
电子诱导的非热效应对晶格动力学和相变路径的主导作用。
 
 

(a) Te-dependent deep potential model (ETD-DP) (b) Configurations with different electron occupation
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图 11    用于高效、精确模拟激光驱动原子动力学的流程示意图[160]

Fig. 11    Schematic diagram of workflow for efficient and accurate simulation of laser-driven atomistic dynamics[160]
 

通过对电子激发态和离子动力学的准确描述，机器学习势能模型能够可靠预测材料在极端条件下
的结构演化、相变路径及损伤机制，并有效阐释超快激光等实验中观测到的非平衡现象。机器学习势
能模型为构建涵盖非平衡态区域的材料数据库奠定了基础，同时高效推动了惯性约束聚变靶材、抗激
光损伤材料等特定非绝热响应新材料设计，大幅减少了试验试错成本，加速了极端环境下先进功能材
料的研发进程。
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 5    通用机器学习势模型

尽管 MLP 能够对材料物性进行高精度描述，但由于不同材料体系在结构、元素组成以及理论计算

设置（如所用泛函或基组）等方面存在显著差异，大多数 MLP 仍需针对特定材料体系进行定制化开发，

缺乏跨体系的可转移性。这使得在面对新材料体系时，研究者仍需投入大量资源进行势函数的开发与

验证，严重制约了机器学习势模型的广泛应用。为推动机器学习势模型在跨材料体系研究中的应用并

加速新材料的设计，近年来，随着 DFT 计算数据的持续积累和材料基因组数据库的日益完善，科研人员

开始致力于构建通用势模型。通用势模型旨在部分替代传统第一性原理计算方法，在保持高精度的同

时显著提升模拟效率。对于特定材料体系，通用势可通过少量第一性原理数据进行微调（fine-tuning），
进一步提升局部区域的预测精度，兼具“通用性”与“专用性”的优势，显著降低了高精度模拟的准入门

槛，因此也被称为“预训练大原子模型”。

近年来，互联网公司以及高校团队相继推出不同通用势模型。META 公司基于高精度 DFT 计算构
建的 Omat24 数据库，推出了 eSEN 势能模型 [161]。微软研究院科学智能中心于 2024 年发布了深度学习

模型 MatterSim[162]，该模型通过主动学习策略从大规模第一性原理计算数据中训练而来，能够在广泛的

元素、温度和压力范围（0～5 000 K，0～1 000 GPa）内实现高效且准确的材料模拟与性质预测。深度势
能团队推出了 DPA-3 原子大模型[163]，具有领先的预测精度和跨体系泛化能力，更首次系统性地验证了

规模律在通用势大模型中的适用性，填补了该领域的关键空白。剑桥大学 Gábor Czányi 团队 [164] 利用

MACE 架构在 Materials Project 数据库上训练了覆盖 89 种元素的 MACE-MP-0 势模型，能够对分子和材

料进行稳定的分子动力学模拟。国产 GPUMD 软件团队 [165] 也推出了覆盖 89 种元素的 NEP89 大模型，

在单元和多元材料的物性描述上展现出较高的稳定性，同时在相同硬件规模下，具有比 MACE-MP-0 等

模型更快的计算速度和更大的计算体系。

图 12 中给出了 MatBench Discovery 网站发布的目前主流通用势模型在 Omat24、MPtrj 等数据库上
的基准测试表现，其中 CPS 表示综合评分，分数越高代表模型表现力越强。可以看出，部分模型如

eSEN 虽然取得了极高的 CPS 分数，展现出强大的拟合与泛化能力，但其模型参数量极为庞大（通常超

过数亿参数）。如此庞大的参数规模在实际应用中带来了显著挑战：不仅训练成本高昂，且对计算硬件
 

图 12    MatBench Discovery 网站上不同通用势模型基于 Materials Project 等数据库的综合性能预测评分对比

Fig. 12    A comprehensive comparison of the latest performance prediction scores for different general
potential models providing on MatBench Discovery’s official website
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（如 GPU 显存、分布式训练架构）提出了极高要求，限制了其在资源受限场景或大规模动态模拟中的部
署可行性。目前通用势模型在材料复杂体系的动态模拟、材料声子谱和热导率、材料力学行为等多尺
度物性预测上均取得了不错的性能表现。

 6    总　结

本文详细回顾了机器学习势的提出背景与基本训练流程，介绍了几种具有代表性的机器学习势的
核心原理，并对比分析了其在计算精度与效率方面的特点。随后，以相图、热输运性质和力学性质为代
表，系统梳理了近年来机器学习势在材料物性研究中的广泛应用及其可靠性。最后，简要介绍了近年
来兴起的通用势模型及其在材料物性研究中的应用潜力。尽管机器学习势已经成为当下材料物性研
究的主流手段，但还存在如下挑战。

(1) 面向复杂体系模型可靠性。为提高模型预测的准确性与稳健性，并减少或避免 MLP-MD 模拟
中出现的非物理现象，模型需要纳入更全面的物理先验知识。以长程相互作用为例，多数 MLP 采用截
断的局域原子描述符，往往难以准确描述电荷转移或范德华作用较强的体系，导致预测误差较大。针
对该问题，目前研究者们将总能量分为短程与长程两部分 [166–167]：短程部分参考原有势模型构建；长程
部分主要通过电荷平衡、神经网络等方法预测每个原子有效部分电荷，再通过 Ewald 求和计算电荷间
相互作用。如何正确确立原子电荷分布是保证长程相互作用描述精度的关键，这也是目前主要发展的
方向[167–168]。对于磁性体系，需引入能够表征自旋相互作用的描述符，以正确反映磁性效应。例如中国
工程物理研究院研究生院徐贲研究组发展了原子尺度的晶格-自旋势能生成方法 DeepSPIN，成功实现
NiO 的势能面精确预测和 BiFeO3 的磁性翻转势垒的正确模拟 [169]；Novikov 等 [170] 则进一步发展了
Magnetic-MTP 模型，成功实现了 Fe[170]、CrN[171] 磁性材料不同磁性下物性的准确描述。另一方面，面对
极端环境条件时，原子间相互作用更为复杂，需引入更多变量以完善对原子环境的描述。例如，在热电
子效应显著的场景下，当温度高达数万开尔文时，电子熵对势能面的贡献变得至关重要。目前，DP 和
MTP 等模型已开发出考虑电子温度贡献的改进版本，即含温深度势能（temperature dependent DP, TDDP）[172]

和 Electronic-MTP（eMTP） [173]。其改进版本在温稠密物质 [174]、V 等电子温度存在显著影响的金属 [52] 的
物性均取得更精确的预测效果。

(2) 高精度数据集可靠性和计算成本。MLP 的精度高度依赖于训练数据的质量与覆盖度。在数据
集构建过程中，主动学习策略容易忽略相变等过程中的低概率事件，导致所构建的势函数在相变动力
学研究中的可靠性不足。为此，需结合元动力学等方法，加强对稀有事件数据的采集。当前的通用势
模型主要基于材料数据库构建，但多数数据库的数据源于 PBE-GGA 泛函计算，对于强关联体系等材料
可能存在精度不足的问题。尽管采用更精确的 meta-GGA 泛函乃至 CCSD(T) 方法能够显著提升数据集
质量，但其计算成本过高，难以大规模应用。因此，亟需探索更高效的策略，以利用高精度数据训练机
器学习势模型。目前，部分研究者已提出一些方法，例如 Δ-机器学习（Δ-ML）方法，该方法通过学习高
精度泛函与低精度 GGA 泛函计算结果之间的能量差异，对基于 GGA 数据集训练的机器学习势模型进
行校正，从而提升其预测精度。

(3) 模型计算效率。机器学习势在模拟的每一步中，其复杂的描述符计算和神经网络的前向传播
均会带来显著的计算开销。对于追求高精度的大模型而言，通常需要更多的训练参数，这不仅可能导
致硬件内存紧张，还会降低计算效率。为降低计算成本，亟需采取多方面的优化策略：在软件层面，设
计计算复杂度更低的高效描述符；在硬件层面，利用 GPU、国产 DCU 等加速卡提升计算速度；在模型
层面，可参考目前语言大模型 [175]，采用模型蒸馏（又称知识蒸馏）等模型压缩技术提升预测效率：通过
一个小的“学生”模型对大模型所输出的能量和力进行训练。目前，已有相关研究者开展了部分探索性
工作，验证了模型蒸馏策略在机器学习势中的技术可行性[176]。

展望未来，随着软件算法的持续改进和硬件性能的不断提升，机器学习势将朝着更高精度、更广
适用性和更强功能集成的方向发展。它将深度融入自动化实验室的构建和多尺度建模流程，推动材料
研发范式向“计算设计驱动”转变，成为高效材料设计与物性研究不可或缺的核心工具。
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